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Abstract　Intheeraofbigdata,theabilityofhumanstocollect,store,transmitandmanagedatahas
beenincreasinglyimproved．Variousindustrieshaveaccumulatedalargeamountofdataresources,

whichareoftenmultiＧsourceandheterogeneous．HowtoeffectivelyclusterthesemultiＧsourcedata
(alsoknownasmultiＧviewclustering)hasbecomeoneofthefocusesoftoday􀆳smachinelearning
research．TheexistingmultiＧviewclusteringalgorithmsmainlypayattentiontothecontributionof
differentviewsandfeaturestotheclusterstructurefrom the “global”perspective,without
consideringthe“local”informationcomplementarydifferencesbetweendifferentsamples．Therefore,

thispaperproposesanewsampleＧweightedmultiＧviewclustering (SWMVC)．Themethodweights
eachsamplewithdifferentviewsandadoptsalternatingdirectionmethodofmultipliers(ADMM)to
learnsampleweight,whichcannotonlylearnthe“local”differenceofweightsamongmultipleviews
indifferentsamplepoints,butalsoreflectthe“global”differenceofthecontributionofdifferentviews
totheclusterstructure,andhasbetterflexibility．Experimentsonmultipledatasetsshowthatthe
SWMVCmethodhasabetterclusteringeffectonheterogeneousviewdata．

Keywords　datamining;multiＧview;cluster;KＧmeans;sampleweights

摘　要　大数据时代,人类收集、存储、传输、管理数据的能力日益提高,各行各业已经积累了大量的数据

资源,这些数据常呈现出多源性和异构性．如何对这些多源数据进行有效的聚类(也称为多视图聚类)已

成为当今机器学习研究关注的焦点之一．现有的多视图聚类算法主要从“全局”角度关注不同视图和特

征对簇结构的贡献,没有考虑不同样本间存在的“局部”信息间的差异．因此,提出一种新的多视图样本

加权聚类算法(sampleＧweightedmultiＧviewclustering,SWMVC),该算法对每个样本的不同视图进行

加权,采用交替方向乘子法自适应学习样本权值,不仅可以学习不同样本点间不同视图权重的“局部”差

异,还可以从学习到的“局部”差异反映出不同视图对簇结构贡献的“全局”差异,具有较好的灵活性．



多个数据集上的实验表明:SWMVC方法在异质视图数据上具有较好的聚类效果．
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　　飞速发展的信息技术使现实世界中的数据不仅

呈现出规模庞大的特性,而且多源信息采集技术和

多样化的特征表示使得多视图数据在众多实际应用

中越来越普遍．例如 Web网页可以从３个不同的角

度描述:词向量视图直观刻画了网页文本中单词的

出现情况;网页中的图像提供了丰富的视觉特征视

图;网页与网页之间的链接关系展示了网页内容彼

此之间的相关性．多视图数据的互补性和一致性有

利于从不同方位协同完成特定的机器学习任务．因
此,多视图学习逐渐受到人们的关注．

多视图研究最早起源于 Yarowsky[１]和 Blum
等人[２]提出的消除单词歧义算法和协同训练算法．
Yarowsky[１]将文档中单词信息和单词所在文档信

息定义为２个视图,并将不同视图加入各自的分类

器进行交互学习．Blum 等人[２]在对多视图定义分类

器的同时,基于视图独立性的原则引入协同训练．
Bickel等人[３]以协同 EM(expectation maximizaＧ
tion)算法为基础,提出了多视图EM 和两视图球状

KＧmeans 算 法．Cleuziou 等 人[４]提 出 了 CoFKM
(centralizedmethodformultipleＧviewclustering)
算法,通过集中式策略使多个视图的信息尽可能的

一致．Sa[５]构造了一个二视图谱聚类算法,创建一个

描述２个视图共现信息的二部图,以最小化视图之

间的不一致性．Kumar等人[６Ｇ７]相继提出了在多视图

谱聚类加入协同训练和协同正则的方法,保持了不

同视图上聚类结果的一致性．
但是,上述方法平等看待各个视图,难以体现不

同视图信息对簇结构重要性的差异,因此出现了一

些视图权重学习的经典算法．较早的工作是Tzortzis
等人[８]给 出 的 多 视 图 带 权 凸 混 合 模 型 (convex
mixturemodels,CMM)．该模型对不同视图训练相

应的CMM 模型,同时为各个视图分配自适应权重,
并将自学习视图权重思想推广至核KＧmeans,设计

了多视图核函数 KＧmeans算法(multiＧviewkernel
KＧmeans,MVKKM)[９]．该算法通过预先定义的核

函数将原始数据映射到新的特征空间,并根据视

图对簇划分结果的贡献度为每一个视图分配权重．
为了适用大规模多视图数据,Cai等人[１０]给出了

RMKMC模型,不仅在目标函数中新增视图权值

参数,同时ℓ２,１范式还增强了算法的鲁棒性．最近,

Nie等人[１１Ｇ１２]从图的角度提出了２种适用聚类和半

监督分类的多视图学习模型:AMGL 和 MLAN．
AMGL[１１]凭借视图近邻图学习,构建出了多视图谱

聚类权重学习框架;MLAN[１２]通过学习多图局部流

形结构,不断修正簇结构矩阵以优化聚类性能．
多视图学习不仅是不同视图之间的有效性融

合,而且视图特征的选择也是多视图学习的重要组

成部分．Chen等人[１３]提出了自适应双权多视图算法

(TWＧKＧmeans)．该算法能同时学习视图权重和特

征权重对簇结构的贡献．Xu等人[１４]提出了具有特

征选择的加权多视图聚类算法(weightedmultiＧview
clusteringwithfeatureselection,WMCFS)．Zhang
等人[１５]在多视图权重学习模型中增加了视图间的

一致性约束,设计了性能良好的 TWＧCoＧKＧmeans
模型．

除了以上的学习不同视图和特征对簇结构贡献

差异的“全局”模型外,Li等人以节点属性和节点的

链接关系为２种数据源,学习了不同样本点上不同

类型信息对社区结构(即簇结构)贡献的“局部”差
异[１６],给出了 AdaptＧSA 模型,取得了不错的效果．
但该模型需要对２种信息下的数据进行同维变

换,不但缺乏灵活性且同维变换易造成原有数据

上信息的损失．因此,我们基于两视图同维变换样

本局部权值学习模型 AdaptＧSA,提出了一种新的

多视图样本加权聚类算法(sampleＧweightedmultiＧ
viewclustering,SWMVC)．该算法不仅可以学习不

同样本点对多个视图间权重的差异,具有“局部”学
习能力,而且还可以从“全局”角度反映不同视图对

簇结构的贡献差异．另外,该方法不仅克服了 AdaptＧ
SA方法同维变换的约束,而且将 AdaptＧSA 的思想

从２个视图扩展到多个视图上．

１　相关算法介绍

本节,我们介绍４个经典的加权多视图聚类算

法:MVKKM[９],WMCFS[１４],TWＧCoＧKＧmeans[１５]

和 AdaptＧSA[１６]．给定多视图数据集 X＝{X１,X２,
􀆺,XV},其中,Xv∈RRN×Dv ,即每个数据视图包括N
个数据．xv

i 是Xv 的第i个样本．
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１．１　MVKKM
MVKKM (multiＧview clustering kernel KＧ

means)[９]是一种基于核函数的多视图权值模型．相
比传统的视图权值方法,该算法使用事先定义的核

函数对数据进行映射,然后在多视图KＧmeans中学

习各个视图的重要性．其目标函数:

􀮃K ＝∑
V

v＝１

(ωp
v)∑

N

i＝１
∑
K

k＝１
δik ϕ

(v)(x(v)
i )－m(v)

k
２,(１)

其中,ωv,ϕ
(v)和m(v)

k 分别表示各个视图的权重、核
函数和中心,p 是控制视图权重分布的超参数,δik

是各个视图的共有划分结果．对于核函数,可以选用

线性核、高斯径向基核等．
１．２　WMCFS

基于 MVKKM 思想,WMCFS(weightedmultiＧ
viewclusteringwithfeatureselection)[１４]模型在多

视图KＧmeans聚类过程中同时考虑不同视图和各

个特征的差异,设计了目标函数:

εH ＝∑
V

v＝１

(ωv)p∑
N

i＝１
∑
K

k＝１
δik diag(τv)(xv

i －mv
k)２＋

β∑
V

v＝１
τv ２, (２)

其中,ωv 和τv 分别表示视图权重和视图中各个特

征的权重,p 和β是分别控制视图和特征稀疏性的

参数．
１．３　TWＧCoＧKＧmeans

TWＧCoＧKＧmeans(twoＧlevelweightedcollaborative
KＧmeans)[１５]采用协同策略约束不同视图之间的一

致性,进而学习视图和特征对簇结构的重要性．其目

标函数:

J＝ ∑
T

t＝１
v(t)(∑

j∈G(t)
w(t)

j ∑
K

k＝１
∑
N

i＝１
u(t)

ik x(t)
ij －m(t)

kj
２)＋

η
(T－１)Δ＋α∑

T

t＝１
∑

j∈G(t)
w(t)

j logw(t)
j ＋

β∑
T

t＝１
v(t)logv(t), (３)

Δ＝∑
T

t＝１
∑
t′≠t

∑
N

i＝１
∑
K

k＝１
u(t′)

ik －u(t)
ik (v(t)

ξ
(t)－v(t′)

ξ
(t′))( ) ,

(４)

ξ
(t)＝ ∑

j∈G(t)
w(t)

j x(t)
ij －m(t)

kj , (５)

其中,v(t),w(t),u(t)
ik 和m(t)分别表示各个视图权重、

特征权重、各个视图的指派和中心,Δ 衡量不同视图

之间的不一致性．α,β 和η 分别控制v(t),w(t)的分

布,以及Δ 的影响．根据各个视图的指派,融合视图

权值,便可获得最终的共有指派．

１．４　AdaptＧSA
AdaptＧSA(adaptivefusionofstructuraland

attributeinformation)[１６]是面向图聚类问题提出的

一种学习样本上不同种类信息(链接信息和节点属

性)对节点簇结构重要性差异的 KＧmeans型算法．
该算法首先将２类信息映射到同维空间上,再进行

加权融合．因此,融合后的表示具有统一的簇中心．
其目标函数:

F＝∑
n

i＝１
∑
K

j＝１
Uij αi􀭺Ai＋(１－αi)􀭺Ci－zj

２
２,(６)

其中,U 和z 分别表示划分矩阵和融合中心．􀭺Ai 是

经过Signal相似度[１７]变换的链接向量,􀭺Ci 是使用

余弦相似度变换的属性向量．

２　基于样本加权的多视图聚类算法

AdaptＧSA虽然可以学习不同样本间２类信息

重要性的差异,但该方法在进行信息融合时,需要对

原空间数据进行同维变换,可能会造成一定的信息

损失．并且,同维变化也会带来算法复杂性的增加．
在实际应用中,可能某个视图的维度适当,最宜在原

空间进行簇结构学习,使得 AdaptＧSA 缺乏灵活性．
因此,本部分我们给出了一种普适性更强且能够学

习不同样本点权值的多视图KＧmeans算法,以弥补

AdaptＧSA算法的不足．
２．１　基本定义

为方便介绍所提出的算法模型,本节所用符号

的具体含义如表１所示:

Table１　TheSymbolMeaning
表１　符号含义

Symbol Meaning

V Numberofviews

N Numberofsamplesineachview

K Numberofclusters

δik
ClusterassignmentshowingwhethertheiＧthsample
belongstothekＧthcluster

xv
i TheiＧthsampleofthevＧthview

mv
k TheclustercenterofthekＧthclusterinthevＧthview

αv
i WeightfortheiＧthsampleofthevＧthview

λ Parametercontrollingthesparisityofsampleweight

２．２　SWMVC算法

受 AdaptＧSA 思想的启发,并结合多视图 KＧ
means算法,为了描述多视图聚类过程中每个样本
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点的不同视图对簇结构的贡献,SWMVC算法优化

模型:

ε＝∑
V

v＝１
∑
N

i＝１
αv

i∑
K

k＝１
δik xv

i －mv
k

２＋

λ∑
V

v＝１
∑
N

i＝１
αv

ilogαv
i

s．t．　 ∑
K

k＝１
δik ＝１,δik ∈ {０,１},１≤i≤N;

∑
V

v＝１,i∈N
αv

i ＝１,０≤αv
i ≤１,

１≤i≤N,v＝１,２,􀆺,V． (７)

SWMVC的目标函数由２部分组成:首先是在

多视图KＧmeans的基础上增加了样本权参数αv
i,

用于分析样本xi 对第v 个视图的重要性．同时,为
了使模型能够在所有可能解的分布中得到αv

i 的最

优分布,增加了基于信息熵的加权项,并通过λ控

制每个数据点权值的大小,有利于调节样本权αv
i 的

稀疏性．
因此,SWMVC模型具备３方面的特点:１)能

使每一个视图拥有独立的簇中心;２)每个样本点对

多个视图拥有自己对簇结构贡献的权重影响,具有

局部学习能力,同时通过样本点在各视图上的不同

重要程度,易于统计各视图对簇结构的全局重要性;

３)不但可以在多个视图的原空间进行操作,也可以

在变换后的视图空间(如使用 AdaptＧSA 模型中的

同维变换策略)进行学习,灵活性高．
２．３　SWMVC模型求解

求解SWMVC目标函数式(７)时使用交替方向

乘子法．对于３个未知项δik,αv
i 和mv

k,在固定２个

未知项的同时使用梯度下降法进行求解．具体求解

流程为:

１)固定所有视图节点权重αv
i 和视图类中心

mv
k,更新视图的公共隶属度元素δik．

在求解时,针对每一个类寻求所有视图到每

个类中心的带权距离最小值．即按照式(８)进行计

算,之后根据得到的最小值结果对每个数据点进

行指派．

argmin
δik ∑

V

v＝１
∑
K

k＝１
αv

i xv
i －mv

k
２． (８)

２)固定视图共有节点隶属度δik和视图类中心

mv
k,更新每个视图的节点权重αv

i．
对每个视图而言,可看成是求解K 个彼此独立

的子问题,视图v 的节点xv
i 隶属于第k 个类时,隶

属度δik＝１．为了最小化目标函数,利用对视图节点

权重在多个视图上施加的约束,采用拉格朗日乘子

法求解,加入拉格朗日乘子β后,目标函数:

L(αv
i,β)＝∑

V

v＝１
∑
N

i＝１
αv

i∑
K

k＝１
δik xv

i －mv
k

２＋

λ∑
V

v＝１
∑
N

i＝１
αv

ilogαv
i ＋β ∑

V

v＝１,i∈N
αv

i －１( ) ． (９)

通过对式(９)中αv
i 求导,得到:

αv
i＝exp －

xv
i－mv

k
２－λ－β

λ
æ

è
ç

ö

ø
÷ , (１０)

利用对αv
i 的现有约束条件,可以推出最终的更

新公式

αv
i ＝

exp－
xv

i －mv
k

２

λ
æ

è
ç

ö

ø
÷

∑
V

v＝１
exp－

xv
i －mv

k
２

λ
æ

è
ç

ö

ø
÷

, (１１)

３)固定视图节点权重αv
i 和视图共有节点隶属

度δik,更新每个视图的类中心mv
k:

mv
k ＝

∑
N

i＝１
δikαv

ixv
i

∑
N

i＝１
αv

iδik

． (１２)

根据上述模型求解过程知,本节构建的基于样

本加权的多视图聚类算法(SWMVC)的详细步骤如

算法１所示:
算法１．SWMVC．
输入:多视图数据集 X＝{X１,X２,􀆺,XV}、类

个数K、参数λ、最大迭代次数tmax;
输出:X 的共有隶属度δ、样本权集αv．
① 初始化:每个视图随机选取K 个中心,αv

i＝
１∕V,t＝０;

② 根据式(８)更新δ;

③ 根据式(１１)更新αv
i;

④ 根据式(１２)更新mv
k;

⑤t＝t＋１;

⑥ 如果t＞tmax,停止算法,返回δ和αv．

３　实验设计与结果分析

３．１　数据集描述

为了评估本文提出的基于样本加权的多视图

聚类模型(SWMVC)算法的效果,对不同的多视图

权值聚类模型进行实验和对比分析．我们选取了视

图之间是异质特性的６个数据集,分别是 WebKB
中的 Cornell,Texas,Washington,Wisconsin网络∕
文本数据集和图像∕文本数据集 Wiki和 VOC以及
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视图 具 有 同 质 特 性 的 ２ 个 数 据 集:Handwritten
numerals和Caltech１０１Ｇ７．

１)WebKB数据集

Cornell,Texas,Washington 和 Wisconsin 是

WebKB网页数据集的子集,分别包含 １９５,１８７,

２３０,２６５个样本．每个样本通过引用关系视图和文

本内容属性视图进行描述,对应的成对视图维数分

别是１９５维和１７０３维、１８７维和１７０３维、２３０维和

１７０３维、２６５维和１６２６维．该数据集涉及到５个类

别课程、学院、学生、工程和员工．
２)Wiki数据集

Wiki是从维基百科专题文章中提取的数据集,
常用于跨模态检索中．该数据集由２１７３个训练样本

和６９３个测试样本组成的图片 文本对数据,共有

１０个类．其中,每一张图片使用１２８维SIFT特征向

量视图表示,并含有相关图片的１０维文本 LDA 主

题描述向量视图．
３)PascalVisualObjectClasses２００７数据集

PascalVisualObjectClasses２００７(VOC)是一

个自然图像数据集．选用其中的２８０８张图片,每一

张图像有５１２维的 GIST特征和３９９维的 TFＧIDF
(termfrequencyＧinversedocumentfrequency)文本

特征．涉及到２０个类aeroplane,bicycle,bird,boat,

bottle,bus,car,cat,chair,cow,diningtable,dog,

horse,motorbike,person,pottedplant,sheep,sofa,

train,tv∕monitor．
４)Handwrittennumerals数据集

Handwrittennumerals(HW)是一个含有１０个

类的２０００个手写体数字数据集．本实验选取其中的

５个视图数据,分别是维数７６维FOU 特征、２１６维

FAC特征、６４维 KAR特征、２４０维PIX特征和４７
维ZER特征．

５)Caltech１０１Ｇ７数据集

Caltech１０１Ｇ７是一个对象识别数据集．包括１４７４
张图片,被划分为７个类,分别是Face,Motorbike,

DollaBill,Garfield,Snoopy,StopＧSign,WindsorＧChair,
含有图像 的 Gabor,Wavelet,CENTRIST,HOG,

GIST和 LBP６个特征,并将其作为 Caltech１０１Ｇ７
的６个视图,对应视图的特征维数分别为４８维、４０
维、２５４维、１９８４维、５１２维和９２８维．
３．２　实验方案

为了全面评估本文提出的基于样本加权的多视

图聚类模型的性能,在实验部分中对比研究了多视

图聚类领域中的多个代表性算法:

１)WMCFS[１４]是一种具有特征选择功能的多

视图聚类算法．该方法的２个参数p 和β利用网格

贪心搜索方法在３．１节介绍的８个数据集上依次设

置为{５,０．５},{３０,０．０００５},{２０,０．５},{３０,０．０００２},
{１０,０．５},{２０,０．０００５},{１０,０．１}和{５,０．０００５}．

２)MLAN[１２]是一种面向图聚类的多视图聚类

算法．与传统图聚类不同的是,它考虑局部流形结构

在每一轮迭代不断修改相似性矩阵,直至获得最优

矩阵．该方法可以自动学习各个视图的权重系数．其
隐含参数近邻数k＝９．

３)AMGL[１１]该方法假设所有图共享潜在簇结

构,是一种无参数的多图学习框架,即在学习时能够

为各个图分配合适的权值,可以应用于多视图聚类

和半监督分类任务．其隐含参数近邻数k＝５．
４)TWＧCoＧKＧmeans[１５]是一种融合视图和特征

的多视图算法．该方法全面考虑不同视图的互补性

和一致性,以协同方式挖掘不同视图间的共享信息,
同时考量了每个视图的多样性特点．参数η,α 和β
在各个数据集分别采用网格贪心搜索方法设置为

{０．８,１０,６０},{０．８,３０,６０},{０．１,２０,８０},{０．９,５０,

８０},{０．３,３０,８},{０．０１,８０,５０},{０．６,１０,５０}和

{０．２,３０,８}．
５)SWMVC是本文提出的基于样本加权的多

视图聚类算法．模型中含有样本权稀疏系数,参数λ
经过网格贪心搜索方法在各数据集的值分别设为

１００,７５,３５,６０,０．５,１,１０,４５．
３．３　实验结果分析

本节首先展示不同方法在各种多视图数据集上

的聚类效果,然后展示 WebKB,Wiki和 VOC所有

样本在给定视图的权重分布,最后研究了参数λ 的

敏感性．
１)多视图聚类效果对比

表２~４分别展示了各多视图聚类方法在８个

数据 集 上 的 聚 类 评 价 指 标 ACC,NMI 和 FＧ
measure．其中,各个算法精度选用２０次运行结束的

最大值,各多视图聚类算法在同一数据集上的最好

结果用黑体表示．
由表２~４可以看出:

① 相比传统多视图聚类方法,本文提出的基于

样本加权的多视图聚类算法(SWMVC)在 Cornell,

Texas,Washington,Wisconsin,Wiki和 VOC数据

集上 有 较 好 的 性 能 提 升．具 体 来 说,SWMVC 的

ACC 和FＧmeansure指标值比传统的多视图聚类算

法TWＧCoＧKＧmeans在前５个数据上分别提高了约
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０．０３和０．０２,在 VOC上取得了次优结果．在 NMI
指标上,SWMVC在异质数据 Texas,Washington,

Wisconsin和VOC获得了最高结果,在Cornell和 Wiki
以０．２０８２和０．５３８８取得了第２高结果．究其原因,
我们发现:WebKB的４个数据集由链接结构视图

和文本内容视图２种异构视图描述,能够形成较强

的互补关系;Wiki和 VOC由图像特征视图和文本

特征视图２种异构视图组成,同样具有较好的互补

性,且文本特征视图解释力强于图像特征描述子．
② SWMVC在手写数据集 HW 和图像数据集

Caltech１０１Ｇ７表现欠佳,原因在于尽管这２个数据集

的多个视图从各个方面进行了描述,但是视图之间

Table２　ACCofDifferentClusteringAlgorithmsonMultiＧViewDatasets
表２　不同聚类算法在多视图数据集上的ACC 值

Dataset WMCFS MLAN AMGL TWＧCoＧKＧmeans SWMVC

Cornell ０．４８７２ ０．４３０８ ０．４６６７ ０．５３３３ ０．５７４４

Texas ０．６１５０ ０．６０４３ ０．５３４６ ０．６３６４ ０．６７３８

Washington ０．６４３５ ０．６５６５ ０．５７８３ ０．６６９６ ０．７１３０

Wisconsin ０．５３９６ ０．４９８１ ０．５２４５ ０．６７９２ ０．７０９４

Wiki ０．５８０６ ０．１８００ ０．５４６４ ０．５４２９ ０．５９９８

VOC ０．６７４２ ０．３７１２ ０．１５２４ ０．７１３０ ０．６８０２

HW ０．８０２５ ０．９７３０ ０．８５３０ ０．８９６０ ０．８１３５

Caltech１０１Ｇ７ ０．４６４０ ０．７８０２ ０．６７７１ ０．５３６０ ０．５５５６

　Note:Thebestresultsarehighlightedinbold．

Table３　NMIofDifferentClusteringAlgorithmsonMultiＧViewDatasets
表３　不同聚类算法在多视图数据集上的NMI值

Dataset WMCFS MLAN AMGL TWＧCoＧKＧmeans SWMVC

Cornell ０．１４４６ ０．２２０４ ０．０６２１ ０．１６１３ ０．２０８２

Texas ０．２３２０ ０．２５２０ ０．０４４９ ０．２４３２ ０．２７１６

Washington ０．３４５４ ０．３５７１ ０．１５３７ ０．２３１０ ０．３５８５

Wisconsin ０．２７１８ ０．２７７３ ０．０９３５ ０．３３５１ ０．３８７６

Wiki ０．５４５６ ０．０３９３ ０．５１９３ ０．５３７０ ０．５３８８

VOC ０．６４１２ ０．２５７１ ０．０１７２ ０．６５５８ ０．６６１８

HW ０．７９５３ ０．９３９０ ０．８８４３ ０．８２１７ ０．７９５６

Caltech１０１Ｇ７ ０．４５３９ ０．６３０４ ０．６０７５ ０．４６５９ ０．４４２７

　Note:Thebestresultsarehighlightedinbold．

Table４　FＧmeasureofDifferentClusteringAlgorithmsonMultiＧViewDatasets
表４　不同聚类算法在多视图数据集上的F 值

Dataset WMCFS MLAN AMGL TWＧCoＧKＧmeans SWMVC

Cornell ０．３７８９ ０．３９１６ ０．４４０３ ０．４７６１ ０．５１４７

Texas ０．５３５３ ０．５５４０ ０．５０４２ ０．５９５６ ０．６１４６

Washington ０．５６７７ ０．５９４７ ０．５１１０ ０．５８９０ ０．６３７２

Wisconsin ０．４８１８ ０．４７０９ ０．４７９７ ０．６０６８ ０．６１２０

Wiki ０．５０５６ ０．１８００ ０．４２０８ ０．４６０４ ０．５１０８

VOC ０．６００５ ０．２５７１ ０．１５２０ ０．６１７１ ０．６０６０

HW ０．８３７０ ０．９４６６ ０．８４４８ ０．８２２９ ０．７６８０

Caltech１０１Ｇ７ ０．５０４３ ０．７３６５ ０．７１０２ ０．５５１８ ０．５４５２

　Note:Thebestresultsarehighlightedinbold．
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表现出同质特性,视图间的信息互补性相对较弱,且
对簇结构的刻画能力在局部样本上的差异性不明显．

Fig．１　Weightsofsamplesinagivenview
图１　各个样本在给定视图上的权重

③ 根据实验结果可以发现:MLAN模型在 HW
和Caltech１０１Ｇ７效果显著．究其原因,MLAN学习了

数据的局部流形结构,多个同质视图上局部流形结

构的整合较好地反映出了全局的簇结构信息,是目

前较为突出的模型．

④ 综合 WMCFS和 TWＧCoＧKＧmeans多视图

特征算法在上述８个数据集的实验结果可见:良好

的特征选择机制可以提高多视图聚类算法的性能．
２)节点权重分析

为了进一步验证本文提出的SWMVC算法,我
们在图１中展示了该方法在６个异构视图数据集

Cornell,Texas,Washington,Wisconsin,Wiki和 VOC
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上学习到的样本权重．其中,横坐标表示样本编号,
纵坐标表示各样本在 WebKB四个数据链接视图上

的权重及 Wiki,VOC数据集的各样本点在文本视

图上的权重．
由图１可以看出:整体上 WebKB四个数据集

的样本在链接视图所占权重较大,即拓扑结构更能

刻画数据特性;Wiki和 VOC各样本点在文本视图

权重大于图像特征视图．同时视图包含重要度样本

越多,说明该视图该视图越重要,实现了对数据“全
局”信息重要性的学习．

对于同质的多视图数据集 HW 和Caltech１０１Ｇ７,

SWMVC算法学习到的各样本点的权重差异性小．
由于这２个数据集视图多,考虑到空间限制,只简单

描述如 下:HW 数 据 集 所 有 样 本 在 FAC,FOU,

KAR和ZER 视图权重基本分布在０．２１左右,在

PIX特征视图权值约为０．１６;Caltech１０１Ｇ７所有样

本点在前３个视图权重约为０．２０,第４个视图权值

约是０．０６,最后２个权值为０．１７左右．从而进一步可

见,我们的方法更适于差异性较大的异构互补视图

的簇结构学习问题．
３．３　参数敏感性分析

SWMVC样本重要度正则项参数λ 对数据集

有不同程度的影响．具体而言:参数λ 对异质数据集

的样本在视图权重分布上有明显影响．以 Wiki数据

集为例,图２显示了λ为０．５和５０时所有样本在文

本视图上的权重分布情况．可以发现:λ 取值较小

时,文本特征权重相对较大,聚类结果也较好,印证

了λ可以调节样本权αv
i 的稀疏性．

Fig．２　Theinfluenceofλonsampleweights
图２　参数λ对样本权重分布的影响

４　总　　结

本文主要提出了一种基于样本加权的多视图聚

类算法(SWMVC)．为了更好地学习多视图蕴含的

信息,本文受 AdaptＧSA算法启发,引进多视图学习

思想,从不同视图角度学习样本对簇结构的贡献度．
这种多视图样本加权学习机制不仅体现了样本差异

性,而且还刻画了视图的重要度,实现了对数据“局
部”和“全局”性质的学习．与此同时,SWMVC能够

保留数据原始信息,有助于降低模型复杂度．在６个

异质视图数据集和２个同质视图数据集上的大量实

验对比表明:本文提出的模型在异质视图数据上具

有不错的聚类效果．
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