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Abstract　Inrecentyears,numerousresearch works have been devotedto knowledge graph
embeddinglearningwhichaimstoencodeentitiesandrelationsoftheknowledgegraphincontinuous
lowＧdimensionalvectorspaces．Andthelearnedembeddingrepresentationshavebeensuccessfully
utilizedtoalleviatethecomputationalinefficiencyproblemoflargeＧscaleknowledgegraphs．However,

mostexistingembeddingmodelsonlyconsiderthestructuralinformationoftheknowledgegraph．The
contextualinformationandliteralinformationarealsoabundantlycontainedinknowledgegraphsand
couldbeexploitedtolearnbetterembeddingrepresentations．Inthispaper,wefocusonthisproblem
andproposearuleＧguidedjointembeddinglearningmodelwhichintegratesthecontextualinformation
andliteralinformationintotheembeddingrepresentationsofentitiesandrelationsbasedongraph
convolutionalnetworks．Especiallyfortheconvolutionalencodingofthecontextualinformation,we
measuretheimportanceofapieceofcontextualinformation bycomputingitsconfidenceand
relatednessmetrics．Fortheconfidencemetric,wedefineasimpleandeffectiveruleandproposea
ruleＧguidedcomputingmethod．Fortherelatednessmetric,weproposeacomputingmethodbasedon
therepresentationsoftheliteralinformation．Weconductextensiveexperimentsontwobenchmark
datasets,andtheexperimentalresultsdemonstratetheeffectivenessoftheproposedmodel．

Keywords　knowledgegraph;representationlearning;graphconvolutionalnetworks;contextual
information;literalinformation

摘　要　近年来,大量研究工作致力于知识图谱的嵌入学习,旨在将知识图谱中的实体与关系映射到低

维连续的向量空间中．且所学习到的嵌入表示已被成功用于缓解大规模知识图谱的计算效率低下问题．



然而,大多数现有嵌入学习模型仅考虑知识图谱的结构信息．知识图谱中还包含有丰富的上下文信息和

文本信息,它们也可被用于学习更准确的嵌入表示．针对这一问题,提出了一种规则引导的知识图谱联

合嵌入学习模型,基于图卷积网络,将上下文信息与文本信息融合到实体与关系的嵌入表示中．特别是

针对上下文信息的卷积编码,通过计算单条上下文信息的置信度与关联度来度量其重要程度．对于置信

度,定义了一个简单有效的规则并依据该规则进行计算．对于关联度,提出了一种基于文本表示的计算

方法．最后,在２个基准数据集上进行的实验结果证明了模型的有效性．

关键词　知识图谱;表示学习;图卷积网络;上下文信息;文本信息
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　　近年来,由于具有表达能力强、歧义性低、模式

统一、且支持推理等优点,知识图谱已被广泛用于组

织和发布各领域的结构化数据．通常,知识图谱由实

体、实体所具有的属性以及实体间的关系所组成．例
如,其中可能包含有实体中国、关系首都以及实体属

性“China”．如图１所示,知识图谱的基础构成则是

描述２个实体之间的关系或实体及其属性之间关系

的三元组,如(中国,首都,北京)、(中国,英语标签,
“China”)．

Fig．１　SeveraltripleswhichcontaintheentityBeijing
andtherelatedliterals

图１　包含实体“北京”的若干三元组及文本信息

目前,知识图谱已被广泛应用在智能问答[１]、推

荐系统[２]和信息检索[３]等任务中,其突出表现在学

术与工业界均获得了广泛关注[４]．但是,受益于知识

图谱所包含丰富信息的同时,其庞大的规模与数据

稀疏性问题也给知识图谱的应用带来了挑战．例如,

Freebase[５],Yago[６]和 Dbpedia[７]等开放领域知识

图谱中通常包含有数百万个实体,以及上亿条描述

实体关系的三元组．将子图匹配等传统图算法应用

在这些大规模知识图谱上往往存在计算低效性问

题．为此,研究人员提出了知识图谱嵌入学习模型

(knowledgegraphembeddinglearningmodel),将
知识图谱映射到低维、连续的向量空间中,学习实体

与关系的嵌入表示[８]．
通过设计特定的表示学习机制,知识图谱的结

构和语义等信息可被编码在所学习到的嵌入表示

中．一方面,原本需要对大规模知识图谱进行频繁访

问的操作,例如结构化查询构建(structuredquery

construction)[９]、逻辑查询执行(logicalqueryproＧ
cessing)[１０]和查询放缩(queryrelaxation)[１１],均可

在所学习到的嵌入表示空间中通过数值计算完成,
极大地提高了效率．另一方面,知识图谱的嵌入学习

提供了一种抽取并高效表示知识图谱特征信息的方

法,类似于自然语言处理领域中被广泛应用的词嵌

入(wordembedding),知识图谱的嵌入表示也为基

于知识图谱的深度学习工作提供了极大的便利．
现有知识图谱嵌入学习模型大多仅关注知识图

谱中以三元组表示的结构信息．例如,Bordes等人提

出了基于翻译机制(translationmechanism)的 TransE
模型[１２],其目标任务为链接预测(linkprediction)与
三元组分类(tripleclassification),概括而言就是判

断知识图谱中给定的２个实体之间是否存在某个关

系．因此 TransE模型仅关注所学习到的嵌入表示对

单条三元组结构信息的编码,其在嵌入学习过程中

将知识图谱简化为互不相关的三元组的有限集合．
因此,TransE及其后续改进模型[１３Ｇ１６]对知识图谱中

上下文信息的编码能力非常弱,很难应用于语义相关

的任务．针对这一问题,相继有一些基于上下文信息

的嵌入表示模型被提出,如 GAKE[１７],RDF２Vec[１８]．
但是它们仍然仅关注知识图谱中由子图、路径等结

构所表示的上下文信息．例如,在学习图１中实体北

京的嵌入表示时,上述方法仅关注(中国,首都,北
京)与(北京,位于,华北)等描述实体间关系的三元

组,而忽略了北京的简介、英文标签等文本信息．显
然,文本信息的缺失限制了所学到嵌入表示对语义

信息的表达．
为解决这一问题,本文提出了一种规则引导的

知识图谱联合嵌入学习模型．受 Vashishth等人[１９]

所提出的图卷积网络启发,模型首先通过多关系型

图卷积将实体在知识图谱中的上下文信息编码到实

体的嵌入表示中．与 Vashishth等人的工作所不同的

是,本文认为实体的多条上下文信息应该具有不同
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的重要程度,并且某条上下文信息的重要程度取决

于２个因素:该条上下文信息的置信度,以及其相对

于实体的关联度．为此,本文提出了一条简单有效的

规则引导上下文信息置信度的计算,并基于知识图

谱中的文本信息表示提出了实体与其上下文信息之

间关联度的计算方法．最后,模型将图卷积网络所编

码的嵌入表示与文本信息的向量表示整合,以链接

预测任务的结果作为训练目标,学习知识图谱中实

体与关系的嵌入表示．
本文贡献主要体现在３个方面:

１)基于图卷积网络,创新地提出了一种联合考

虑知识图谱中上下文信息与文本信息,由规则引导

的嵌入表示学习模型．
２)针对上下文信息在图卷积中的重要程度,提

出了应用规则以及知识图谱中文本信息来计算单条

上下文信息置信度与关联度的新方法．
３)在基准数据集上进行了充分的实验,并与相

关的知识图谱嵌入学习方法进行了对比,实验结果

验证了本文模型的有效性．

１　相关工作

本节对与本文工作较相关的知识图谱嵌入学习

模型进行介绍,由于本文所提出的模型是基于图神

经网络的,因此分别介绍基于图神经网络的知识图

谱嵌入学习模型和其他非图神经网络的嵌入学习

模型．
１．１　基于图神经网络的模型

基于图神经网络的模型主要包括 RＧGCN[２０],

WＧGCN[２１],CompGCN[１９]等．该类模型通常将图卷

积网络作为编码器,对图结构数据进行编码,并结合

对应的解码器进行知识图谱上的链接预测、节点分

类等任务．在 RＧGCN 中,每层网络中节点与关系的

特征利用权重矩阵进行计算,并通过领域聚合的方

式传递至后续网络层．具体而言,RＧGCN 利用基分

解和块对角分解构造特定关系的权重矩阵,以处理

不同类型的邻居关系,将其与邻居节点信息进行融

合,并传递到目标实体上进行更新．WＧGCN 在图卷

积网络聚合过程中为每个权重矩阵分配可学习的权

重参数,使模型获得更优的实体嵌入表示．CompGCN
则提出了针对中心节点的领域信息聚合方法,在理

论上使用多种“实体 关系”组合算法对当前主流的

基于多关系的图卷积网络模型进行了概括．

１．２　非图神经网络的模型

非图神经网络的嵌入学习模型类别较多,主要

包括基于翻译机制的模型,如 TransE[１２]及其后续

改进模型,包括 TransH[１３],TransR[１４],TransD[１５],

TransAH[１６],基于上下文信息的模型,如 GAKE[１７],

RDF２Vec[１８],基于张量分解的模型,如 ComplEx[２２],

RESCAL[２３]．
其中,基于翻译机制的模型应用较为广泛．该类

模型通常仅关注知识图谱的结构信息,将实体之间

的关系表示为嵌入向量空间中的某种翻译操作

(translationoperation)．以 TransE为例,其将知识

图谱中的实体与关系都表示在同一个低维欧几里得

空间中,以向量表示一个实体或关系．具体而言,对
于知识图谱中的一条三元组(h,r,t),TransE 将其

中的关系r看作在欧几里得空间中从头实体h 到尾

实体t的平移操作,即其期望头实体所对应的向量

h 经过关系所对应的向量r的平移操作后可以非常

逼近尾实体所对应的向量t,即h＋r≈t．
TransE的翻译机制较为简单,因此可以高效地

应用于大规模知识图谱,但同时又限制了其模型的

表达能力,使其难以处理一对多、多对一以及多对多

类型的复杂关系[１４]．为解决这一问题,TransE之后

相继有一些翻译机制更加复杂的模型被提出．例如,

TransH[１５]相对于所给定三元组中关系的超平面空

间设计翻译机制,TransR[１６]则针对知识图谱中的每

一个关系额外学习一个矩阵,借助该矩阵将头、尾实

体通过线性变换映射到相应的关系向量空间中,然
后再计算其翻译机制的损失值．

２　联合嵌入表示学习

本节首先对知识图谱嵌入学习问题进行形式化

定义,介绍相关概念的符号表示,然后详细介绍所提

出的规则引导的联合嵌入学习模型．
２．１　问题定义

本文将知识图谱表示为 G＝(E,R),其中 E,R

分别代表知识图谱中的实体与关系集合．对于某个

三元组(eh,r,et)∈G,其中头尾实体均属于实体集

合,即eh,et∈E,其中关系属于关系集合,即r∈R．
知识图谱的嵌入学习问题在于学习给定知识图谱 G

中任意实体e∈E 与任意关系r∈R 的向量表示e,

r∈RRd,其中为d 嵌入表示的维度．本文通过链接预

测任务评价所学习到的嵌入表示,该任务可能包括
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２种情形:给定实体e∈E 与关系r∈R,基于它们的

嵌入表示e,r∈RRd,预测另外一个实体e′∈E,使得

存在三元组(e,r,e′)∈G 或(e′,r,e)∈G;或者给定

２个实体e,e′∈E,基于它们的嵌入表示e,e′∈RRd,
预测一个关系r∈R,使得存在三元组(e,r,e′)∈G

或(e′,r,e)∈G．
对于任意实体e∈E 与关系r∈R,本文将它们

所对应的文本信息表示为le 与lr．对于实体e∈E,
本文将其所有邻居三元组的集合 N(e)视为e的上

下文,具体而言 N(e)为集合{(e,r,e′)|(e,r,e′)∈
G,e′∈E}与集合{(e′,r,e)|(e′,r,e)∈G,e′∈E}的
并集,且对于 N(e)中任意邻居三元组,本文认为其

表达了节点e的一条上下文信息．
与 Vashishth等人[１９]的做法类似,本文也对知

识图谱的关系集合进行扩充:R←R∪Rinverse∪SL,
其中 Rinverse＝{r－１|r∈R}为逆关系集合．具体而

言,对于任意三元组(eh,r,et)∈G,本文在关系集合

中增加一条逆关系r－１,并相应地将三元组(et,r－１,

eh)添加到知识图谱 G 中,即 G←G∪{(et,r－１,eh)}．
SL 代表自环关系集合,即对于任意实体e∈E,在知

识图谱 G 中添加自环三元组,即 G ← G ∪{(e,rs,

e)},rs∈SL．此外,本文使用 Ne(e)代表实体e周围

邻居实体的集合,Nr(e)代表实体e 周围邻居关系

的集合,例如对于图１中的实体北京,其邻居实体集

合为{华北,中国,􀆺},邻居关系集合为{位于,首都,
简介,英文标签,􀆺}．
２．２　模型整体架构

本文基于知识图谱的上下文信息与文本信息联

合学习实体与关系的嵌入表示．图２展示了模型的

整体架构,针对节点eh,其上下文信息 N(eh)由包

括三元组(eh,ri,eti
)在内的所有邻居三元组表达．

本文模型利用图卷积网络,基于 N(eh),将eh 的上

下文信息编码到其嵌入表示中．并且,本文认为eh

的不同邻居三元组所各自表达的上下文信息具有不

同的重要程度,通过计算单条上下文信息的置信度

与关联度对其重要程度进行度量．
对于置信度计算,本文针对上下文信息中所包

含的关系提出一条简单有效的规则,并基于该规则

在嵌入学习之前预先计算特定于一对关系的置信度

矩阵C,并在图卷积过程中利用该矩阵计算某条上

下文信息的置信度,如图２中标有置信度计算的虚

线所示．

Fig．２　Anoverviewofthecorepartofthemodel
图２　模型核心部分框架图

　　对于关联度计算,本文首先利用预训练语言模

型对知识图谱中实体与关系的文本信息进行编码．
如图２所示,对于实体eh 与关系ri 的文本leh

与

lri
,它们的文本向量分别记为Leh

与Lri．本文基于

实体与关系的文本向量表示计算单条上下文信息与

其对应实体之间的关联度,如图２中标有关联度计

算的虚线所示．
值得一提的是,本文所提出的模型采用“编码器

解码器”框架(encoderＧdecoder)．上述基于图卷积

网络的上下文信息编码即为编码器的主要内容．除
此之外,编码器还将上述过程学习到的实体与关系

的嵌入表示与它们的文本表示相结合．本文模型的

解码器则主要基于ConvE模型[２４]实现．下面对模型

的细节进行详细的介绍．
２．３　编码器

规则引导的置信度计算．知识图谱中的关系并

非相互独立．对于一个实体e∈E,当e 拥有一条邻

居关系r１∈ Nr (e)时,这可能暗示其还同时拥有

另一条邻居关系r２∈Nr(e)．例如,当某个实体的一

条邻居关系为首都时,其很可能拥有另外一个邻居

关系市长．因为显然只有城市才可能是“首都”,并且

其往往拥有“市长”这一上下文信息．本文认为这种
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关系间的联系可用于对上下文信息的置信度进行估

算．因此,本文提出以下规则:对于实体e∈ E,当

其某条上下文信息中包含有关系r１∈Nr(e),并且

Nr(e)中同时存在关系r２,r１≠r２．此时,对于知识

图谱中任意实体e′∈E,e≠e′,出现r１,r２∈Nr(e′)
的概率越高,相对于e而言包含r１ 的上下文信息置

信度越高．例如,当某个实体拥有一条包含有关系市

长的上下文信息时,如果该实体同时拥有关系首都,
那么包含有市长的上下文信息置信度较高,因为首

都与市长通常同时出现在实体的上下文中．
基于上述规则,本文在进行图卷积网络的训

练前首先计算置信度矩阵C∈RR|R|×|R|,|􀅰|表示集

合的大小．对于矩阵中的任意参数Ci,j,０≤i,j≤
|R|－１,其计算如下:

　Ci,j＝
|{e|e∈E,ri∈Nr(e)∧rj∈Nr(e)}|

|{e|e∈E,ri∈Nr(e)}|
,(１)

其中,分母表示知识图谱中拥有邻居关系ri 的实体

的个数,分子表示同时拥有邻居关系ri 与rj 的实

体的个数,i与j在此表示关系ri 与rj 在关系集合

R 中的索引．
对于图 ２ 中 实 体eh,当 利 用 其 邻 居 三 元 组

N(eh),通过图卷积编码其向量表示eh 时,模型会

首先基于置信度矩阵C 评价eh 的各个邻居三元组．
例如,图２中邻居三元组(eh,ri,eti

)的置信度可以

通过式(２)来计算:

confi＝
１

Nr(eti
) ∑

rj∈Nr(eti
)
Cid(ri),id(rj), (２)

其中,Nr(eti
)代表实体eti 邻居关系集合,id(􀅰)表

示关系在 R 中的索引．值得一提的是,在本文模型

的实现中,置信度计算被整合到了关联度计算中对

其进行详细介绍．
基于文本信息的关联度计算．考虑到知识图谱

中实体与其不同上下文信息之间关联度的差异,在
进行实体嵌入表示的卷积编码时,关联度高的上下

文信息应该获得更多的关注．为此,本文借助实体和

关系的文本描述作为辅助信息计算实体与其单条上

下文信息之间的关联度,用于后续图卷积网络中实

体嵌入表示的更新．本文首先将知识图谱中实体和

关系的文本描述输入到预训练的 BERT[２５]语言模

型中,得到它们所对应的初始文本表示,然后再分别

利用实体文本转换矩阵与关系文本转换矩阵计算它

们的最终文本表示．具体而言,对于任意实体e∈E

与关系r∈R,其对应文本分别为le 与lr,它们通过

BERT得到的初始文本表示为L０
e 与L０

r,转换后的

最终文本表示为Le 与Lr,其中Le＝L０
e􀅰Wle,Lr＝

L０
r􀅰Wlr．

本文利用实体与关系的文本表示计算对于某一

实体而言,其单条上下文信息的关联度．如图２所

示,实体eh 的一条邻居三元组为(eh,ri,eti
),本文

计算参数βi 与γi 来度量该条邻居三元组所表示的

上下文信息与eh 之间的关联度,具体公式为:

βi＝
１

Ne(eti
) ∑

ej∈Ne(eti
)
Lej 􀅰Leh

, (３)

其中,Lej
与Leh

分别为实体ej 与eh 的文本表示,
Ne(eti

)为实体eti的邻居实体集合．

γi＝
１

Nr(eti
) ∑

rj∈Nr(eti
)
Lrj 􀅰Lri􀅰Cid(ri),id(rj),(４)

其中,Lrj
与Lri 分别为关系rj 与ri 的文本表示,

Nr(eti
)为实体eti 的邻居关系集合,Cid(ri),id(rj)如式

(２)所定义．
基于 图 卷 积 网 络 的 嵌 入 更 新．本 文 采 用

Vashishth等人所提出的CompGCN[１９]模型作为图

卷积网络的架构,对知识图谱上下文信息进行编码．
初始状态下,对于任意实体e∈ E 与关系r∈

R,其嵌入表示为随机向量e０ 与r０,且e０,r０∈RRd．
以图２中的实体eh 为例,其嵌入表示通过以下图卷

积过程进行更新:

eh＝tanh ∑
N(eh)

αi􀅰Wt(ri)􀅰f(r０
i,e０

ti
)( ) , (５)

其中,N(eh)表示实体eh 的邻居三元组集合,(eh,

ri,eti
)∈N(eh)或(eti

,ri,eh)∈N(eh);针对包含有

邻居关系ri 与邻居节点eti 的一条上下文信息,αi

基于置信度计算与关联度计算度量该条上下文信息

的重要程度,具体如下:

αi＝λ１βi＋λ２γi, (６)
其中,βi 由式(３)计算得到,γi 则由式(４)计算得到;

Wt(ri)为CompGCN[１９]中定义的关系类别矩阵,由
于知识图谱中被加入了逆关系与自环关系,Wt(ri)∈
RRd′×d可能为３种不同的表示,具体为:

Wt(ri)＝
WO,ri∈R,

WI,ri∈Rinverse,

WS,ri∈SL,

ì

î

í

ï
ï

ïï

(７)

其中函数f(􀅰)表示循环关联操作(circularcorrelaＧ
tion)[２６],可以将２个向量x,y∈RRd进行融合,得到

x􀳱y∈RRd,每个维度的数值计算为

[x􀳱y]j ＝∑
d－１

l＝０

[x]l[y](l＋１)modd． (８)
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　　遵循CompGCN框架,在对实体进行图卷积编

码的同时,本文通过转换矩阵Wr∈RRd′×d更新关系

的嵌入表示:

ri＝Wrr０
i． (９)

最后,本文将任意实体e∈G 与关系r∈R 的文

本表示加入到其嵌入表示中,具体为:

e＝e＋Le, (１０)

r＝r＋Lr． (１１)

２．４　解码器

本文采用ConvE[２４]模型作为解码器,基于所学

习到的嵌入表示进行链接预测,通过提高链接预测

的表现更新模型参数．当知识图谱经过编码器编码

后,对于某个任意构成的三元组(eh,r,et),可知其

头尾实体eh 与et 的嵌入表示为eh 与et,关系r的

嵌入表示为r．ConvE模型首先将eh 与r转换成二

维形式,即􀭰eh 与􀭰r,然后计算该三元组的分数值:

sc(eh,r,et)＝
f′(vec(f′([􀭰eh;􀭰r]∗ω))Wcov)et, (１２)

其中,[􀅰]表示相连接,ω 表示卷积过滤器,vec(􀅰)为
ConvE所定义的维度变换,Wcov为参数矩阵,f′(􀅰)
为非线性函数．当式(１２)计算得到的分数值越高,
(eh,r,et)越有可能是正确的三元组．

３　实　　验

本节首先对实验所使用的数据集、对比模型和

评价指标等进行说明,然后介绍本文所提模型的实

验结果,并与其他基准模型进行比较与分析．
３．１　数据集及对比模型介绍

本文在２个广泛使用的数据集上进行试验,分
别是FB１５KＧ２３７[２７]和 WN１８[１２],其统计数据如表１
所示:

Table１　SummaryStatisticsofKnowledgeGraphs
表１　数据集的统计信息

Dataset FB１５KＧ２３７ WN１８

＃Relation ２３７ 　　１８

＃Entity １４５４１ ４０９４３

＃Train ２７１１１５ １４１４４２

＃Valid １７５３５ ２５００

＃Test ２０４６６ ２５００

为验证所提模型的有效性,本文广泛选取了当

前被应用较多的知识图谱嵌入学习模型作为对比方

法,具体包括 TransE[１１],DistMult[２８],ComplEx[２２],

RＧGCN[２０],KBGAN[２９],ConvE[２４],ConvKB[３０],

SACN[２１],HypER[３１],RotatE[３２],ConvR[３３],VRＧ
GCN[３４],CompGCN[１９]．其中,TransE[１１]为基于翻

译机制的嵌入学习模型,上文已对其进行了详细介

绍．DistMult[２８]将实体表示为通过神经网络学习到

的低维向量,将关系表示为双线性或线性映射函数．
ComplEx[２２]与 RESCAL[２３]模型类似,属于基于矩

阵∕张量分解进行链接预测的模型．RＧGCN[２０],VRＧ
GCN[３４]与CompGCN[１９]属于基于图卷积网络的嵌

入表示模型,以 RＧGCN[２０]为例,其将知识图谱中的

关系编码为矩阵,通过关系矩阵传递相邻实体的嵌

入信息,并采用了多层图卷积网络．KBGAN 则应用

了对抗生成网络(generativeadversarialnetwork,

GAN),在训练过程中生成更具迷惑性的负例来提

高嵌入表示的训练效果．本文应用了ConvE[２４]模型

作为解码器,在第 ２ 节中对其进行了详细介绍．
ConvKB[３０],ConvR[３３],SACN[２１]与 HypER[３１]均是

基于卷积神经网络的方法．以 HypER[３１]为例,其可

以生成简化的与关系相关的卷积过滤器,且可被构

造为张量分解．RotatE[３２]与 TransE[１１]等基于翻译

机制的模型类似,其将实体之间的关系表示为向量

空间中从头实体到尾实体的旋转．
３．２　评价方法说明

本文通过链接预测任务来对模型的有效性进行

评价．在实验中,针对被事先去掉头实体或尾实体的

测试三元组,本文基于学习到的嵌入表示推测其被

去掉的头实体或尾实体．具体对于每个测试三元组,
本文选取知识图谱中的任意实体作为可能的预测结

果,并计算利用该实体补全测试三元组后的分数值,
如式(１２)所示,最后对分数值进行排序．在此以缺失

头实体的预测为例,对于测试集中每个三元组(eh,

r,et),事先删除其头实体eh,然后试图使用G 中的

任意实体ehc∈E 补齐该测试三元组,从而产生候选

三元组集合{(ehc,r,et)|ehc∈E}．最后,基于所学习

到的嵌入表示计算候选三元组的分数值并进行排

序,分数值越高表明学习到的模型,即嵌入表示,认
为该结果更可靠,通过与真实结果进行比较从而判

段所学习嵌入表示的优劣．
最后采用MR(meanrank),MRR(meanreciprocal

rank)和 Hit＠k 作为评价指标[１２]．其中,MR 与

MRR 均为预测结果平均排名的指标,Hit＠k 则指

预测结果排在前k 名中的比例,本文具体采用 Hit
＠１０,Hit＠３和 Hit＠１．总之,越好的预测结果,其

MR 值越低、MRR 值越高、Hit＠k也越高．

９１５２姚思雨等:规则引导的知识图谱联合嵌入方法



３．３　实验设置

本文实验代码使用Python实现,在配置 Ubuntu
１６．０４．６LTS操作系统的服务器上完成,其CPU配置

为１６核IntelCorei７Ｇ６９００K３．２０GHz,内存１２８GB,

GPU配置为４张 GeForceGTX１０８０GPU卡．
对于实体和关系文本表示向量的编码,本文借

助pretrainedＧbertＧbaseＧuncased预训练模型① ,文本

向量初始维度为７６８,转换后的维度为２００．在图卷

积网络中,实体和关系的初始化向量维度为１００,即

d＝１００,GCN 的维度为２００,即d′＝２００．解码器中

维度转换的高度和宽度分别为１０和２０,卷积过滤

器的大小为７×７,数量为２００．利用 Adam 优化器对

整体模型进行训练,批大小(batchsize)为２５６,学习

率(learningrate)为０．００１．
本文对 TransE 模型进行了复现,其余模型则

引用对比模型论文中所报告的结果．
３．４　实验结果分析

表２报告了本文模型与对比模型在链接预测任

务中的实验结果．

通过表２可观察到如下结果:

１)本文模型在各个评价指标上显著优于TransE,

DistMult和ComplEx等基准模型,与SACN,HypER
和CompGCN等最新提出的模型十分接近,由此可

证明本文模型的有效性．对于 FB１５KＧ２３７数据集,
本文在 Hit＠１０指标上排名第一．

２)在 Hit＠１和 Hit＠３指标上也与CompGCN,

ConvR,SACN相差极小．具体在 Hit＠１指标上仅

比最高的 CompGCN 低１．５１％,在 MRR 指标上与

CompGCN相比仅低０．８％．而对于 WN１８数据集,
本文模型在 MR 指标上排名第一,在 Hit＠１０和

Hit＠３指标上也与第一名差距微小．具体在 Hit＠１０
指标上比 RotatE 低 ０．２％,在 Hit＠３ 指标上比

ConvR和 HypER仅低０．９％．
３)基于图神经网络的嵌入学习方法的表现普

遍优于 TransE等仅关注结构化信息的模型．就本文

模型而言,由于其基于图卷积网络对知识图谱的上

下文信息与文本信息进行了联合嵌入表示,显著提

高了在链接预测任务中的表现．

　① https:∕∕github．com∕googleＧresearch∕bert

Table２　LinkPredictionResultsonFB１５KＧ２３７andWN１８
表２　链接预测在FB１５KＧ２３７和 WN１８上的结果

Model
FB１５KＧ２３７ WN１８

MRR MR Hit＠１０ Hit＠３ Hit＠１ MRR MR Hit＠１０ Hit＠３ Hit＠１

TransE[１２] ０．２９４ ３５７ ０．３３０ ０．２２２ ０．１４６ ０．４５４ ２５１ ０．８９１ ０．８０３ ０．０６４

DistMul[２８] ０．２４１ ２５４ ０．４１９ ０．２６３ ０．１５５ ０．８２９ ０．９４ ０．９２３ ０．７２６

ComplEx[２２] ０．２４７ ３３９ ０．４２８ ０．２７５ ０．１５８ ８４４ ０．９４

RＧGCN[２０] ０．２４８ ０．４１７ ０．１５１ ０．７７３ ０．９４４ ０．８８９ ０．６５

KBGAN[２９] ０．２７８ ０．４５８ ０．７７９ ０．９４９

ConvE[２４] ０．３２５ ２４４ ０．５０１ ０．３５６ ０．２３７ ０．９４３ ３７４ ０．９５６ ０．９４６ ０．９３５

ConvKB[３０] ０．２４３ ３１１ ０．４２１ ０．３７１ ０．１５５

SACN[２１] ０．３５０ ０．５４０ ０．３９０ ０．２６０

HypER[３１] ０．３４１ ２５０ ０．５２０ ０．３７６ ０．２５２ ０．９５１ ４３１ ０．９５８ ０．９５５ ０．９４７

RotatE[３２] ０．３３８ １７７ ０．５３３ ０．３７５ ０．２４１ ３０９ ０．９５９

ConvR[３３] ０．３５０ ０．５２８ ０．３８５ ０．２６１ ０．９５１ ０．９５８ ０．９５５ ０．９４７

VRＧGCN[３４] ０．２４８ ０．４３２ ０．２７２ ０．１５９ ０．８４７ ０．９４６ ０．９２９ ０．７６４

CompGCN[１９] ０．３５５ １９７ ０．５３５ ０．３９０ ０．２６４

OurMethods ０．３５２ １８５．７２ ０．５３６ ０．３８５ ０．２６０ ０．９２８ ２４０ ０．９５７ ０．９４６ ０．９０９

　Note:Thebestperformanceisinbold．

４　总　　结

现有多数知识图谱嵌入学习方法仅考虑由三元

组表示的知识图谱结构信息,而忽视了知识图谱中

丰富的上下文信息与文本信息,限制了嵌入表示在

链接预测等任务中的表现．针对现有方法的这一局

限性,本文提出一种利用图卷积神经网络,结合知识
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图谱的上下文信息与文本信息学习嵌入表示的方

法．为了对上下文信息的重要程度进行细粒度分析,
本文提出一条简单有效的规则来计算上下文信息的

置信度,并基于文本信息的向量表示提出计算上下

文信息关联度的方法,加强了对上下文信息的约束

和引导．最后,通过在２个广泛使用的基准数据集上

进行对比实验,验证了本文模型的有效性．
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